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摘要 针对传统卷积神经网络对脑电通道拓扑与空间依赖建模不足、现有方法依赖多通道和长时段信号的问题，

本文提出一种基于时空门控图卷积的脑纹识别算法。首先，将多通道脑电信号建模为图结构，以各通道为图节

点，刻画脑电非欧式拓扑特征；其次，在图卷积中引入门控循环单元递归更新节点特征，自适应融合通道间空间

关联；然后，将更新后的图特征序列输入长短期记忆网络，捕捉脑电特征的时序演化与长期依赖；最后，引入高

效通道注意力机制，突出对身份判别贡献较大的关键通道信息。在PhysioNet和DEAP数据集上的验证结果表明，

所提模型性能优于多数现有方法，验证了其在低通道、短时间段脑电信号条件下的有效性与优越性。
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Abstract Aiming at the problems that traditional convolutional neural networks are insufficient in modeling the topological and 

spatial dependencies of electroencephalogram (EEG) channels, and that existing methods rely on multi-channel and long-duration 

signals, a brainprint recognition algorithm based on spatio-temporal gated graph convolution is proposed in this paper. First, multi-

channel EEG signals are modeled as a graph structure, with each channel regarded as a graph node, characterizing the non-Euclidean 

topological features of EEG. Second, gated recurrent units are introduced into the graph convolution process to recursively update 

node features, achieving adaptive fusion of spatial correlation features among channels. Then, the graph feature sequences updated by 

gated graph convolution are input into a long short-term memory network to capture the temporal evolution and long-term 

dependencies of EEG features. Finally, an efficient channel attention mechanism is introduced to highlight key channel information 

that contributes greatly to identity discrimination. The proposed method was verified on the PhysioNet and DEAP datasets. The 

results show that the performance of the proposed model is superior to that of most existing methods, which verifies its effectiveness 

and superiority under the conditions of low-channel and short-duration EEG signals.

Key words eeg signals；biometrics；graph convolution；spatio-temporal feature modeling；attention mechanism

近年来，基于脑电的身份识别因其在非侵入式

生物识别中的潜力受到广泛关注。脑电信号承载个

体独有的神经活动模式，难以伪造，但其时变特性

也给特征提取与准确识别带来了挑战。传统机器学

习脑电身份识别算法，如 k近邻、朴素贝叶斯和支

持向量机等[1]，虽可刻画脑电局部特性，但依赖人

工特征提取，难以挖掘深层判别信息，模型泛化能

力与跨场景性能受限。
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深度学习算法可自动挖掘脑电数据的非线性关

联与层次化特征，避免了人工特征提取。卷积神经

网络（CNN）依托局部感受野与权值共享提取脑

电空间特征，被广泛应用于脑纹识别。文献[2]利

用卷积表征脑电时空相关性，改善识别性能。文献

[3]结合CNN与时空滤波实现端到端识别。针对脑

电强时序特性，长短期记忆网络（LSTM）、门控

循环单元（GRU）等循环神经网络也常用于脑纹

识别。文献[4]构建 CNN-GRU 与 CNN-LSTM 模型

联合提取脑电时空特征，但该类方法难以刻画通道

间复杂拓扑关系。Transformer 依托自注意力捕捉

长程时序依赖，在多项脑电任务表现良好[5]，但其

参数量大、对训练数据要求高，在短时窗脑电场景

下增益有限。

图卷积神经网络（GCN）可实现图结构数据

的特征传播与聚合，建模脑电通道间的空间拓扑关

系，弥补传统卷积难以处理非欧式空间数据的缺

陷。文献[6]基于协方差构建脑网络，结合GCN开

展脑电分类；文献[7]将多频带特征输入GCN模型

完成识别。然而现有GCN方法多采用静态图结构，

无法表征脑电通道连接的动态特性，同时时序建模

简单，难以实现空间拓扑与时域动态特征的联合

学习。

针对上述问题，本研究面向低通道、短时窗脑

电信号，提出时空门控图卷积脑纹识别算法，耦合

脑电的空间拓扑与时域动态特征，实现空间、时序

与通道特征的协同学习。在 PhysioNet 与 DEAP 数

据集上的实验结果表明，该算法能够在少通道、短

时窗条件下取得较高识别精度。

1 算法实现 

本研究提出的时空门控图卷积网络整体结构如

图 1所示。将各脑电通道作为图节点，基于皮尔逊

相关系数计算节点邻接关系以表征通道功能连接，

构建脑电图。通过门控图神经网络（GGNN） [8]完

成单时间片空间特征编码，该模块依托GRU门控

机制融合邻域与节点历史特征，捕捉复杂拓扑下的

空间依赖。 GGNN 输出的节点嵌入表示送入

LSTM，学习跨时间步的时序特征；再引入高效通

道注意力（ECA） [9]对通道特征自适应加权，强化

判别信息并抑制冗余特征。最后将融合后的时空特

征输入全连接层，实现脑电信号分类。

1.1　脑电图结构

为刻画脑电信号的空间拓扑与频域统计特征，

本研究将多通道脑电信号构建为图结构，脑电通道

作为图节点，通道间功能连接作为图的边。图结构

模型由节点特征和邻接矩阵组成。

（1）节点特征

脑电频谱随脑功能状态变化明显，单一时域或

频域特征难以完整表征信号特性。本研究将脑电信

号分解为 θ(4-8 Hz)、α(8-13 Hz)、β(13-30 Hz)和 γ

(30-45 Hz)四个频带并分带提取特征。方差可表征

频段内信号能量分布，不同脑状态下各频带能量差

异显著，故选取方差作为各频带能量的特征。设输

入脑电信号 x0∈ℝC×T，C为通道数，T为采样点数；xi

(t)为x0第 i通道 t时刻采样点，第 i通道的方差为：

Vi =
1
T∑t = 1

T

( xi ( t ) - μ i )
2 (1)

其中μi为该通道在时长T内的信号均值。

方差特征仅能反映信号能量信息，难以表征脑

电统计分布的复杂性，本研究引入微分熵作为补充

特征。假设带通滤波后的脑电信号在短时窗内近似

服从高斯分布，则第 i个通道的微分熵定义为：

Di =
1
2

ln (2πeVi ) (2)

微分熵从信息论角度刻画脑电信号的随机性与

复杂度，在保留能量信息的同时扩充统计维度。在

四个频带内分别提取方差与微分熵，按频带顺序拼

接两类特征，得到节点特征矩阵x∈ℝC×8。

（2）邻接矩阵

脑电信号除单通道局部特征外，还蕴含丰富的

跨脑区协同信息。为表征通道间的空间依赖关系，

本研究采用皮尔逊相关系数（PCC）构建邻接矩阵

以建模功能连接，该指标能够刻画通道间的线性相

关性，计算开销小且构建过程稳定。设第 i个和第 j

个通道脑电信号分别为 xi(t)和 xj(t)，其计算公式为：

ρ ij =
∑
t = 1

T

( xi ( t ) - μ i ) ( xj ( t ) - μ j )

∑
t = 1

T

( xi ( t ) - μ i )
2 ∑

t = 1

T

( xj ( t ) - μ j )
2

(3)

其中 μi和 μj分别为两通道信号均值。由于关注的是

功能连接强度而非相关方向，对相关系数取绝对

值，消除符号对图建模的干扰。为抑制弱功能连接

图1　算法整体框架
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引入的噪声并剔除冗余边，采用阈值法对邻接矩阵

稀疏化，当相关系数大于阈值 τ保留其绝对值，否

则置0。

1.2　门控图卷积

不同于传统 GCN 的固定邻域聚合，GGNN 在

图消息传递中引入GRU门控机制，节点结合邻域

信息与自身历史状态自适应更新特征。脑电不同脑

区间交互强度差异大，静态加权聚合易引入无关信

息并造成特征过平滑，该门控机制可筛选判别性空

间信息，动态建模通道间复杂空间依赖。

门控图卷积先将节点原始特征映射至同一隐藏

空间。设第 i个节点输入特征为 xi∈ℝFin，0<i≤C，输

入及隐藏特征维度分别为 Fin与 Fout；若 Fin<Fout，沿

特征维度零填充得到节点初始隐藏状态。随后在图

上执行邻域消息传递与特征聚合。邻居 j的隐藏状

态h( l - 1)
j 经线性变换后递至节点 i并聚合：

m( l )
i = ∑

j ∈ N ( i )

ej，iθ
( l - 1)h( l - 1)

j (4)

其中 N(i)为节点 i的邻居集合；边权重 ej,i取皮尔逊

相关系数绝对值，无连接时置 0；θ( l - 1)∈RFout × Fout 为

第 l-1层可学习权重矩阵。

完成邻居信息聚合后，借助 GRU单元更新节

点状态。本层聚合消息与上一层节点状态联合计

算，通过门控结构融合信息，得到新的节点表征：

h l
i = GRU ( m l

i，h( l - 1)
i ) (5)

其中h( l - 1)
i 为节点 i在第 l−1层的隐藏状态，m l

i为第 l

层聚合得到的邻域消息。GRU 设置更新门与重置

门，自适应调控邻域新消息与历史状态的融合权

重，缓解深层图网络存在的梯度消失与特征过平滑

问题。

1.3　时间特征提取

门控图卷积模块用于学习单时间片内脑电通道

的空间拓扑关系，输出融合邻域依赖的图嵌入表

示，具备空间感知能力。脑电活动具备连续动态特

性，相邻时间片存在时序依赖，仅依靠 GGNN 难

以刻画空间特征随时间的演化。为此将 GGNN 输

出的图嵌入序列送入LSTM，其不再学习原始脑电

信号，而是基于提取的空间拓扑特征挖掘长期时序

依赖，实现时空层次化协同学习。GGNN与LSTM

并非简单串联，而是在特征层面递进协同建模。图

2展示该时空建模框架。门控图卷积负责提取单时

间片空间拓扑特征，层数设为 1；LSTM对多时间

片特征序列建模以捕捉时序依赖，层数设为 1，隐

藏状态维度为 d。P0表示LSTM初始隐藏状态，P1, 

P2..., PT依次表示第1至第T个时间片的隐藏状态。

为引入时间维度，将式(5)得到的第 t个时间片

节点 i空间嵌入特征记为h( t )
i ∈RC × Fout。该时间片全部

节点的特征构成集合 g t = { h( t )
1 ,h( t )

2 ,...,h( t )
C }。沿时间

维度，门控图卷积在连续时间片上的输出形成特征

序列{g1, g2, ..., gt}，送入 LSTM 以刻画脑电通道特

征随时间的动态变化。LSTM依靠输入门、遗忘门

与输出门调控时序信息流，融合历史脑电状态与当

前空间特征完成状态更新，输出数据Pt∈ℝC×d。

1.4　高效通道注意力机制

脑电分析中各通道对应脑区电极，不同脑区对

身份识别任务的贡献并不均等。通道注意力机制可

建模特征通道间的重要性差异，实现特征自适应重

标定，增强关键通道信息表达。在门控图卷积与 

LSTM完成时空特征提取后引入通道注意力，于高

层语义空间重新分配脑区特征，强化判别性脑区响

应并抑制冗余通道干扰，提升特征表征质量。

ECA在不使用通道降维和全连接层的条件下，

依靠局部跨通道交互挖掘通道依赖，自适应突出重

要通道。该模块包含全局平均池化、自适应一维卷

积与通道权重重标定。首先对LSTM输出特征Pt做

维度变换至ℝC×1×d，经空间维度全局平均池化得到

各通道全局统计量 z。随后通过一维卷积对通道向

量做局部建模，捕获相邻通道之间的相关性：

s = σ (Conv1Dk ( z ) ) (6)

其中 s∈ℝ1×1×C 为通道注意力权重向量，σ(∙)为 Sig‐

moid激活函数，Conv1Dk(z)表示卷积核尺寸为 k的

一维卷积。 k 依据通道数 C 自适应确定，即取

log2C/γ+b最邻近的奇数，γ和 b为超参数。最后将

通道权重与原始特征逐通道加权完成特征重标定，

输出特征维度为ℝC×1×d，再送入全连接层完成分类。

2 实验简介 

2.1　数据集

目前，脑电领域尚无专门针对脑纹识别的数据

集，现有研究大多采用运动想象和情绪相关数据集

图2　门控图卷积-LSTM时空建模结构
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开展实验。PhysioNet运动想象数据集[10]和DEAP情

感数据集[11]受试者规模较大，适合脑纹识别研究，

因此本研究选取这两个数据集验证所提方法的有效

性，实验前对两个数据集均进行4~45 Hz带通滤波

与归一化预处理。

2.2　模型参数与训练设置

门控图卷积输入节点特征维度 Fin=8，隐藏特

征维度Fout=64；LSTM隐藏状态维度 d=64，初始化

为全零向量；ECA 超参数取 γ=2、b=1。原始脑电

信号经无重叠固定时间窗切分得到样本，按按 8:1:

1 随机划分为训练、验证与测试集。训练共 100轮，

损失函数为交叉熵，优化器选用Adam，初始学习

率 0.001，批次大小 32。实验采用学习率调度策

略，验证集损失连续 10轮不降时，学习率衰减为

原值 0.1，加速模型收敛。实验评估指标选取准确

率与等错误率。所有结果均为 50次重复实验得到

的平均值。

3 实验结果与讨论 

3.1　参数选择与评估

实验采用相位锁定值（PLV）、相位滞后指数

（PLI）与皮尔逊相关系数（PCC）构建邻接矩阵，

在多组数据集测试以验证邻接矩阵构建方式对算法

性能的影响。PhysioNet-MI为运动想象数据，采用

1 s、64 通道；PhysioNet-EO 与 PhysioNet-EC 为静

息态睁眼、闭眼数据，均采用 2 s、64通道；DEAP

数据集采用 10 s、32通道数据。如表 1所示，基于

PCC 构建的邻接矩阵性能最优，后续选用 PCC 构

建脑功能网络以获取判别性更强的特征。

邻接矩阵稀疏化阈值 τ会直接影响图结构连接

密度与图卷积的信息传播范围。为探究 τ对模型性

能的影响，采用前述数据集开展实验，在 τ∈[0.1,

0.7]范围内以 0.1为步长进行测试。由图 3可见，模

型在 τ=0.3时分类性能最优。τ取值偏小会保留大量

弱相关连接，平均准确率较最优结果下降约 2%；τ

取值偏大则造成图结构过度稀疏，丢失部分具备判

别性的脑区连接，模型性能明显降低。

实验以PhysioNet-MI数据集为对象，系统评估

信号时长与通道数量对分类准确率的影响。如表 2

所示，信号时长对模型性能具有显著影响，4 s时

长的平均准确率整体优于 1 s时长；在各时长条件

下，准确率均随通道数增加而上升；所提方法在短

时输入与低通道配置下，依旧能够维持优异的识别

性能。

表 3展示了PhysioNet静息状态数据和DEAP数

据集在不同时长与通道配置下的测试结果，其中Np

表示参数量。可以看出，DEAP数据集仅使用 5通

道即可实现 100.00% 的识别准确率；PhysioNet 静

息状态数据在 2 s、3通道条件下准确率超过 90%，

且等错误率保持在较低水平。该结果进一步验证所

提方法在低通道、短时输入下具备优异分类性能。

3.2　消融实验

为评估各模块对模型性能的贡献，在前述数据

集开展消融实验。其中PhysioNet-MI采用 4 s、8通

道数据，PhysioNet-EO与 PhysioNet-EC采用 2 s、8

通道数据，DEAP 采用 10 s、5 通道数据。为保证

对比公平并排除网络层数带来的干扰，基线模型选

用单层GCN，与GGNN的图卷积层数保持一致。

如表 4 所示，基线 GCN 在静息态数据集上性

表1　不同邻接矩阵构建方式下的平均准确率(%)

数据集

PhysioNet-MI

PhysioNet-EO

PhysioNet-EC

DEAP

相位锁定值

96.55

95.22

94.33

97.00

相位滞后指数

97.67

98.22

98.35

98.50

皮尔逊相关系数

99.98

99.72

99.38

100.00

图3　不同阈值 τ的实验结果

表2　PhysioNet-MI不同参数下的测试结果

时长

4 s

通道数

3

4

8

15

16

19

32

64

准确率±标准

差(%)

91.01±1.27

94.21±1.15

98.98±0.33

99.45±0.16

99.79±0.14

99.92±0.11

100.00±0.00

100.00±0.00

时长

1 s

通道数

3

4

8

15

16

19

32

64

准确率±标准

差(%)

72.15±2.01

79.22±1.79

95.10±1.32

99.18±0.63

99.22±0.57

99.31±0.30

99.67±0.18

99.98±0.06
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能偏低，表明仅依靠图卷积难以充分建模复杂的脑

电身份特征。引入LSTM构建时空联合模型GCN+

LSTM， 4 个数据集准确率相比基线分别提升

16.47%、 18.16%、 17.97% 和 3.20%，可见 LSTM

可有效捕捉长时序依赖，增强模型判别能力；但该

方案性能仍弱于 GGNN+LSTM，说明仅强化时序

建模无法充分表征脑电复杂空间拓扑，GGNN的门

控机制可更好建模通道间信息交互，强化空间特征

表达。在此基础上引入通道注意力，模型在全部数

据集上取得最优结果，证明 ECA能够自适应分配

通道权重，强化关键脑电通道特征，进一步提升模

型性能与泛化能力。

3.3　算法比较

为验证所提方法的有效性，在公共数据集上将

其与主流脑电身份识别算法开展对比。如表 5 所

示，在PhysioNet-MI数据集上，所提方法综合性能

优于各类现有算法。相较文献[12]，所提方法在同

等通道配置下的准确率更高；文献[13]的模型仅在

16通道下精度略高，所提方法在 64通道配置下效

果更好，同时参数量更小、等错误率更低。文献

[14]需依托更多通道数完成识别，所提方法在少通

道场景下性能更突出。文献[15]需采用2 s片段完成

识别，所提方法仅需 1 s短时信号即可取得更优效

果，实时性更强。文献[16]在对应实验配置下的识

别精度明显低于所提方法。此外，文献[17]、[18]

的轻量化模型虽参数量较小，但识别性能偏弱；文

献[19]、[20]深度学习模型参数量更高，且在 64通

道配置下的分类准确率均低于所提方法。

表 6 对比了所提方法与已有算法在 PhysioNet 

静息态数据集上的分类性能。在信号时长方面，文

献 [21]、 [22]方法在 64 通道条件下可获得较好性

能，但依赖更长脑电片段；所提方法仅采用 2 s短

时信号，更贴合实际应用需求。在通道鲁棒性方

面，文献[23]、[24]的性能会随通道数减少而明显

衰减，而所提方法在低通道配置下仍可维持较高识

别精度；在相同通道配置下，文献[6]、[7]、[18]、

[25]-[27]的整体识别效果仍均不及所提方法，且文

献[27]参数量更大。在等错误率指标上，文献[28]-

[30]的等错误率高于所提方法。

表 7对比了所提方法与其他算法在DEAP数据

集上的分类性能。文献[8]不在各通道配置下的识

别精度均低于所提方法；文献[18]在 5通道配置下

的识别效果略低于所提方法；文献[20]的识别精度

依赖更长的信号片段；文献[31]可采用短时信号，

但依赖 32通道数据，而所提方法仅使用 5通道即可

获得更优性能。

表3　不同参数下各数据集的测试结果

数据集

PhysioNet-EO

PhysioNet-EC

DEAP

时长

2 s

2 s

10 s

通道

数

3

8

16

64

3

8

16

64

5

32

准确率±标准

差(%)

91.25±2.17

97.25±1.35

98.89±0.69

99.72±0.11

90.89±2.16

97.63±1.43

98.31±0.72

99.38±0.18

100.00±0.00

100.00±0.00

等错误率±标

准差(%)

0.171±0.086

0.012±0.009

0.002±0.007

0.000±0.001

0.132±0.065

0.010±0.009

0.002±0.006

0.000±0.001

0.000±0.000

0.000±0.000

Np/106

0.37

0.50

0.93

8.96

0.37

0.50

0.93

8.96

0.40

2.48

表4　消融实验平均准确率的比较(%)

模型

GCN

GGNN

GCN+LSTM

GGNN+LSTM

GGNN+LSTM+ECA

准确率

PhysioNet-

MI

77.65

82.35

94.12

97.89

98.98

PhysioNet-

EO

70.21

76.91

88.37

96.52

97.25

PhysioNet-

EC

70.11

76.39

88.08

96.81

97.63

DEAP

94.32

96.29

97.52

99.03

100.00

表5　PhysioNet-MI数据集的结果比较 (“—”表示已有算

法无此配置下的实验数据)

方法

COH_CNN[12]

CNN-LSTM[13]

BGWO-SVM[14]

PCA+SVM[15]

DNN[16]

GCT-EEGNet[17]

VEEGNet+LTAE[18]

ResNet18[19]

EPI-CGAN[20]

所提方法

时长

1 s

1 s

1 s

2 s

4 s

1 s

1 s

1 s

1 s

1 s

通道

数

15

19

16

64

23

64

64

32

16

64

64

15

16

19

32

64

准确率

(%)

97.74

98.22

99.58

99.58

94.13

99.91

97.81

98.90

98.63

99.59

99.02

99.18

99.22

99.31

99.67

99.98

等错误率

(%)

—

—

0.410

0.410

—

—

—

0.004

0.001

—

—

0.001

0.000

0.000

0.000

0.000

Np/106

—

—

505.28

—

—

—

—

0.17

0.29

11.25

—

0.91

0.93

1.02

2.50

8.96
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4 结论 

本研究提出一种基于时空门控图卷积的脑纹识

别网络。该模型参数量低，能够利用短时信号片段

与少通道数据实现脑纹识别。多组公开数据集实验

结果表明，该方法分类性能优于现有对比算法。后

续将进一步优化模型结构，引入动态邻接矩阵模

块，在各时间片独立计算功能连接并完成图卷积；

同时探究图注意力机制，使模型自适应聚焦具有强

判别性的脑区间关联特征。
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